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1 Introdução

Nos dias atuais, a tecnologia dispońıvel permite que uma enorme quantidade de dados,
nos mais variados formatos e tipos, seja gerada e armazeanda em mı́dias eletrônicas.
Surge então, além da necessidade de organizar, armazenar e manipular eficientemente, a
necessidade de também interpretar esses dados.

Diversas abordagens podem ser utilizadas para auxiliar a interpretação de um conjunto de
dados, começando por tabelas e gráficos que sumarizam os mesmos de forma a condensá-
los em uma quantidade menor de dados. Tais abordagens são comuns na área de estat́ıstica
e de sistemas gerenciadores de bases de dados.

Outras abordagens mais sofisticadas visam encontrar informações “escondidas” nos da-
dos. Por exemplo, profissionais do mercado preocupam-se em traçar perfis de clientes
ou padrões de consumo e explorar esse tipo de informação em campanhas de marketing
e para o desenvolvimento de novos tipos de produtos ou serviços. Esse é um exemplo
no qual as informações obtidas dos dados dão suporte à tomada de decisões e trata-se
de um tópico bastante investigado numa área mais recente conhecida como Data Mining
(usualmente traduzida como Mineração de Dados).

Em contraposição, abordagens mais clássicas tratam problemas de reconhecimento ou
classificação, nos quais os dados são coletados de forma mais controlada. Em sistemas de
processamento de documentos, um problema clássico é o reconhecimento de caracteres:
imagens de documentos são gerados a partir de dispositivos de imageamento como scan-
ners e em seguida os śımbolos (ou caracteres) são isolados por técnicas de processamento
de imagens; uma vez isolados, os mesmos são classificados (reconhecidos) por um classi-
ficador que atribui um rótulo de classe ao qual o śımbolo pertence. Diagnóstico médico é
um outro problema clássico, no qual a partir de um conjunto de sintomas e dados cĺınicos
tenta-se diagnosticar o estado de saúde do paciente.

Em muitos desses problemas, enquanto os “melhores classificadores” são os especialistas
da área na qual o problema está inserido, muitas vezes é posśıvel automatizar parte ou
o processo de reconhecimento/classificação. Isto é particularmente desejável quando o
processo envolve grande quantidade de dados resultando em um processo repetitivo e
cansativo ou quando o processo é realizado em ambientes insalubres ou de dif́ıcil acesso.

Seguindo esta breve contextualização, na seção 2 apresentamos definições e conceitos
básicos relacionados à classificação de dados, ao mesmo tempo em que introduzimos algu-
mas notações. Em seguida, apresentamos brevemente a noção de combinação de classifica-
dores, com ênfase em uma técnica de combinação conhecida por stacked generalization. Na
segunda parte do documento descrevemos, na seção 3, operadores morfológicos binários
e sua relação com os classificadores. Na terceira parte do texto apresentamos, na seção
4, uma proposta que integra a abordagem stacked generalization para projeto de classi-
ficadores à abordagem de projeto multi-ńıveis de operadores morfológicos, seguida pelos
resultados experimentais na seção 5. Na parte final do texto, na seção 6, apresentamos as
conclusões deste estudo e as perspectivas futuras para este trabalho.
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2 Classificadores e Combinação de Classificadores

Nesta seção apresentamos definições e conceitos básicos relacionados à classificação de
dados e introduzimos algumas notações necessárias ao longo do texto. Apresentamos
também brevemente a noção de combinação de classificadores, com ênfase em uma técnica
de combinação conhecida por stacked generalization, que serviu de inspiração para o tra-
balho descrito neste texto.

Nos problemas de classificação têm-se tipicamente um espaço de objetos a serem classi-
ficados. No caso de classificação supervisionada, sabe-se qual é a classe à qual cada
um desses objetos pertence. Para efeitos de formalização do problema de classificação,
consideramos que os objetos a serem classificados são representados por um conjunto de n
caracteŕısticas. Por exemplo, num problema de diagnóstico médico, essas caracteŕısticas
podem ser dados cĺınicos como temperatura, pressão arterial, peso, altura, ńıvel de coles-
terol no sangue, presença/ausência de dores, etc. Os valores dessas caracteŕısticas podem
ser vistos como um vetor n-dimensional x = (x1, x2, . . . , xn) ∈ Rn. Deste ponto em diante
iremos denominar de objeto o próprio vetor de caracteŕısticas x que representa um objeto.

Seja X ⊆ Rn o subespaço de todos os posśıveis objetos de um dado contexto, a ser deno-
minado de espaço de caracteŕısticas ou espaço de exemplos. Consideramos também
que cada objeto pertence a uma classe de um conjunto de classes Y = {1, 2, . . . , k}. Então,
dados um espaço de caracteŕısticas X e as classes em Y , um classificador é uma função

f : X → Y (1)

que a cada exemplo x ∈ X associa uma classe y = f(x) ∈ Y .

2.1 Treinamento de classificadores

No projeto de classificadores, ou treinamento supervisionado, é dada uma amostra de
treinamento, ou seja, um conjunto T = {(x1, y1), (x2, y2), . . . , (xm, ym)} de objetos de
X e as respectivas classes. O termo supervisionado refere-se ao fato dos exemplos estarem
rotulados, com classificação conhecida, em contraposição aos problemas de classificação
não-supervisionada nos quais não se sabe a priori a classificação de nenhum dos objetos.
A partir dos dados de treinamento, deseja-se encontrar um classificador f de forma que
f(xi) = yi para todos os exemplos do conjunto T e tal que f seja também capaz de
“acertar” as classes dos exemplos de X que não aparecem em T .

Na prática, quando adotamos a representação de objetos por vetores de caracteŕısticas,
diferentes objetos que pertencem a classes distintas podem ser mapeados para um mesmo
vetor de caracteŕısticas. Assim, na amostra de treinamento T é posśıvel termos xi = xj
com yi 6= yj, i 6= j. Uma vez que um classificador é uma função determińıstica, nesses
casos alguns erros de classificação serão inevitáveis.

Para minimizar o número de erros devido à limitação de representação dos exemplos, deve-
se escolher um conjunto de caracteŕısticas que constituem uma bijeção entre os objetos a
serem classificados e os vetores de caracteŕısticas. Tal escolha, no entanto, nem sempre é
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posśıvel ou conveniente. Portanto, deste ponto em diante, supomos que o espaço X × Y
é caracterizado por uma distribuição conjunta denotado por P (X, Y ).

Definimos o erro de classificação de f relativo a um objeto x ∈ X da classe y ∈ Y através
da função

ef (x, y) =

{
1, se f(x) 6= y,
0, caso contrário.

(2)

A taxa de erro de um classificador f é dada pela esperança

Err[f ] = E[ef (x, y)] (3)

calculada sobre o espaço X×Y . Quando Y = {0, 1} a taxa de erro pode ser escrita como

Err[f ] = E[|f(x)− y|], (4)

a esperança do erro absoluto, comumente denominada de erro absoluto médio (mean
absolute error ou MAE). Outras medidas de desempenho, como as que associam diferentes
pesos aos diferentes tipos de erros (por exemplo, falso positivo e falso negativo em caso
de diagnósticos) podem ser elaboradas para os classificadores.

2.1.1 Classificador de Bayes

Suponha que as probabilidades P (y) de cada classe y ∈ Y são conhecidas. Na ausência de
qualquer outra informação, uma escolha natural para a classificação seria atribuir todos
os objetos à classe com maior probabilidade. No entanto, se supormos que x é conhecido
(ou seja, foi observado) e que as funções de densidade a priori p(x|y) dos objetos x
condicionadas a cada classe y são conhecidas, então podemos calcular a probabilidade a
posteriori da classe de x ser y usando a fórmula de Bayes:

P (y|x) =
P (y)p(x|y)

p(x)
. (5)

Pode-se mostrar que a escolha que minimiza a taxa de erro é atribuir x à classe com
máxima probabilidade a posteriori, ou seja,

f(x) = i onde i = arg maxj{P (j|x)}. (6)

Esta regra é conhecida por regra de classificação de Bayes (veja, por exemplo,
[DHS01]).

Na prática essas probabilidades dificilmente são conhecidas. As probabilidades a priori
de cada classe y podem ser estimadas com considerável precisão, porém as funções de
densidade condicionais p(x|y) são muito mais dif́ıceis de serem estimadas. Duas abor-
dagens comuns para estimar as funções de densidade condicionais são a paramétrica e a
não paramétrica. Na abordagem paramétrica, supõe-se que o tipo de distribuição é co-
nhecida e então os dados de treinamento são utilizados para estimar os parâmetros dessa
distribuição (tipicamente a média e o desvio padrão). Na abordagem não-paramétrica,
a função densidade é aproximada por densidades calculadas localmente usando funções
locais que consideram as amostras observadas numa pequena vizinhança.
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2.1.2 Funções discriminantes, regiões e fronteiras de classificação

O classificador de Bayes insere o problema de classificação num contexto probabiĺıstico-
estat́ıstico. Podemos mudar o ponto de vista e obter uma visão funcional e geométrica do
problema de classificação conforme descrito a seguir.

Consideremos k funções dados por

gi(x) = P (i|x), i = 1, 2, . . . , k (7)

Usando essas funções, a regra de classificação de Bayes pode ser reescrita como

f(x) = i⇐⇒ gi(x) = maxj

{
gj(x)

}
. (8)

De forma semelhante, podeŕıamos considerar diferentes funções gi, não necessariamente
os dados acima. Essas funções são denominadas funções discriminantes, no sentido de
que aquele que “responde mais forte” a um objeto x determina a sua classificação. Note,
por exemplo, que qualquer transformação monotônica (como log gi) das funções gi dadas
acima mantém a relação de ordem entre eles para um determinado objeto x.

Se considerarmos Ri como sendo o conjunto de objetos de X que são classificados como
da classe i, podemos ver que o espaço X é particionado em regiões R1, R2, . . . , Rk de
forma que Ri ⊆ X, Ri ∩ Rj = ∅ se i 6= j e ∪ki=1Ri = X. Note que cada região Ri

não necessariamente é conexo. Em algumas situações, pode-se mostrar que as funções
discriminantes dadas acima definem regiões convexas, duas a duas separadas por um
hiperplano. Porém, em geral as fronteiras entre duas regiões, quando as mesmas são
adjacentes, podem formar superf́ıcies complexas. Esses segmentos que formam os pontos
de adjacência entre duas regiões são denominadas de fronteiras de decisão.

Desta forma, o problema de projetar classificadores pode ser visto com um problema de

1. classificação Bayesiana, na qual deve-se estimar as probabilidades P (y) e as funções
de densidades p(x|y), y ∈ Y ; ou

2. encontrar as funções discriminantes adequadas. Note que se soubermos as proba-
bilidades P (y) e as funções de densidades p(x|y), y ∈ Y , então automaticamente
temos essas funções; ou

3. determinar as regiões associadas a cada classe y ∈ Y . Note que se tivermos (1) ou
(2), então temos também essas regiões; ou

4. determinar as fronteiras de decisão. Note que, se tivermos (3) então podemos cal-
cular essas fronteiras e, por outro lado, se tivermos as fronteiras, podemos calcular
as regiões em (3).

Essas modelagens estão interrelacionadas, no sentido de que uma pode ser obtida da outra
ou vice-versa (embora tal derivação possa ser não-trivial). Dependendo dos tipos de dados
dispońıveis, pode ser mais conveniente olhar o problema de projetar classificadores de um
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certo ponto de vista ou outro. Para cada ponto de vista ou combinação de pontos de vista,
diferentes questões aparecem. Por exemplo, no caso de determinar as fronteiras de decisão,
devemos decidir se as fronteiras serão representadas explicitamente ou implicitamente, ou
se serão lineares, quadráticas ou mais complexas, quais algoritmos serão utilizados e assim
por diante.

Existem vários algoritmos de classificação que, de alguma forma, representam o classifi-
cador final f : X → Y . Muitas vezes tal representação é impĺıcita como no caso de redes
neurais, classificação pelos vizinhos mais próximos, entre outros. Não cabe apresentar-
mos o processo de treinamento desses algoritmos neste texto. Para maiores informações,
o leitor deverá consultar as inúmeras referências dispońıveis para o assunto, dentre os
quais citamos [DHS01, TK06, JDM00, Mit97, HTF01, Kun04]. A capacidade de um
classificador atribuir a classificação correta aos exemplos não observados no conjunto de
treinamento T é denominado de generalização.

2.2 Combinação de classificadores

Combinação de classificadores é uma prática relativamente antiga mas que passou a rece-
ber atenção como um tópico de estudo na área de reconhecimento de padrões e afins na
década de 1990. A idéia central em combinação de classificadores é a geração de classifi-
cadores baseados em um conjunto de classificadores base e diferentes formas de combinar
a classificação de cada um desses classificadores base. Um exemplo muito simples e intui-
tivo consiste em projetar um conjunto de classificadores a partir de um mesmo conjunto
de treinamento, eventualmente variando-se a quantidade de dados de treinamento utili-
zado ou algum parâmetro do algoritmo de treinamento ou ainda o próprio algoritmo de
classificação e associar a cada exemplo a classe mais votada, considerando-se que esses
classificadores base são os votantes. A estratégia de combinação pode ser modificada e
inúmeras estratégias tem sido propostas.

Neste texto não iremos descrever esse tópico em profundidade. Iremos apenas descre-
ver uma abordagem conhecida por stacked generalization que serviu de inspiração para
o desenvolvimento deste trabalho. Uma referência bibliográfica atual que apresenta o
estado-da-arte sobre combinação de classificadores é o livro de Ludmila Kuncheva [Kun04].
Outras referências importantes são [KR00, KR01, RK02, GHvL03, RKW04, OPKR05,
HKR05, Alp98, BK99, Bre96, Die00, AGK98, Gho02, GMS02, HHS94, KHDM98, KA03,
Kun02, RF99, TvBDK00].

2.2.1 Stacked generalization

Em uma situação em que múltiplos classificadores são projetados para um mesmo pro-
blema de classificação, podemos simplesmente escolher o melhor deles, ou então, combinar
as classificações dadas por cada um deles de forma a se determinar a classificação final.
Uma forma de combinação bastante natural e bastante conhecida é a escolha majoritária,
ou seja, escolher como a classe final aquela que “recebeu mais votos”. Stacked genera-
lization é uma técnica de combinação de classificadores baseada em múltiplos ńıveis de

6



treinamento, proposto por Wolpert [Wol92b, Wol92a]. A forma de combinação não é
uma escolha do projetista, porém é determinada por um processo de treinamento. Cada
ńıvel de treinamento considera as classificações fornecidas pelos classificadores de ńıveis
anteriores como dados de treinamento.

Considere uma situação com um conjunto de treinamento T . Suponha que dois classi-
ficadores, f1 e f2, são treinados usando o conjunto T − {(x, y)}. Ao classificarmos x
usando f1 e f2, teremos f1(x) = y1 e f2(x) = y2. Como nenhum deles foi treinado
utilizando o par (x, y), tanto y1 como y2 podem ser diferentes de y. No entanto, pelo
menos sabemos que quando f1 classifica o objeto como da classe y1 e quando f2 classifica
o objeto como da classe y2, a classe correta do objeto é y. Essa informação, ou seja, o
par ((y1, y2), y), pode ser visto como um exemplo de treinamento em um novo espaço de
exemplos. Considerando-se diferentes partições de T para treinar f1 e f2, pode-se cons-
truir esse novo espaço com um maior número de exemplos de treinamento, e esse novo
espaço pode ser utilizado para treinar um outro classificador (o classificador de segundo
ńıvel). De uma forma geral, o número de classificadores treinados inicialmente pode ser
arbitrário e o processo pode ser repetido seqüencialmente, resultando em um classificador
de múltiplos ńıveis.

No artigo original, Wolpert sugere a partição do conjunto T de forma similar ao realizado
pelas técnicas de validação cruzada. Porém, as possibilidades de variação em torno dessa
abordagem multi-ńıveis são grandes. Destacamos:

• usar diferentes subconjuntos de T para cada classificador de primeiro ńıvel,

• usar diferentes subconjuntos de caracteŕısticas dos exemplos para cada classificador,

• usar diferentes tipos de classificadores,

• usar o mesmo tipo de classificador, porém variar alguns de seus parâmetros.

3 Operadores morfológicos

Denominamos operadores morfológicos uma classe de mapeamentos entre imagens cujo
formalismo é baseado na teoria dos reticulados completos. A morfologia matemática,
disciplina que estuda esses operadores, foi introduzida na década de 1960 por Georges
Matheron e Jean Serra [Mat75, Ser82, Ser88]. Atualmente é uma abordagem bastante
utilizada em processamento e análise de imagens [Ser82, Soi03]. Uma caracteŕıstica in-
teressante dos operadores morfológicos é que eles podem, muitas vezes, ser associados a
interpretações geométrico-topológicas, que podem ser explorados no projeto desses ope-
radores. Essas interpretações geométrico-topológicas são posśıveis pois os operadores
morfológicos podem ser obtidos através da combinação de operadores básicos conheci-
dos por erosão e dilatação. De fato, do ponto de vista formal pode-se mostrar que
todos os operadores morfológicos (mapeamentos entre reticulados completos) que se-
jam invariantes à translação podem ser expressos como o supremo de operadores per-
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tencentes a quatro classes de operadores elementares (erosão, dilatação, anti-erosão e
anti-dilatação) [Mat75, Mar85, Mar89, BB91, BB93].

Nesta seção descrevemos os operadores morfológicos binários invariantes a translação e
localmente definidos e relembramos de que forma os mesmos podem ser vistos como ope-
radores equivalentes à classe de funções booleanas. Mais ainda, veremos que essa equi-
valência permite encarar o problema de projeto de operadores morfológicos binários como
um problema de classificação binária. Em seguida descrevemos um procedimento utili-
zado para o projeto desses operadores e apresentamos uma limitação desse procedimento
que motivou o presente trabalho que será descrito na próxima seção.

3.1 Operadores morfológicos binários

Imagens binárias definidas em E = Z2 podem ser representadas por funções binárias do
tipo f : E → {0, 1}. Essas funções podem ser interpretadas como funções indicadoras
de subconjuntos de E. Portanto, o conjunto de todas as imagens binárias definidas no
domı́nio E pode ser representado pelo conjunto das partes de E, ou seja, por P(E) = {S :
S ⊆ E}.

Operadores de imagens binárias são mapeamentos de P(E) em P(E). A translação de
uma imagem S por um vetor z em E é denotado Sz e definido por Sz = {x+ z : x ∈ S},
na qual + denota a operação usual de adição de vetores em E. Dizemos que um operador
Ψ : P(E) → P(E) é invariante a translação se, para todo S ∈ P(E) e z ∈ E, [Ψ(S)]z =
Ψ(Sz), ou seja, o resultado ao se transladar uma imagem e aplicar o operador é o mesmo
obtido ao se aplicar o operador à imagem e em seguida transladar o resultado.

O conjunto P(E) munido com a relação de ordem parcial ⊆ (a relação usual de inclusão
de conjuntos) forma um reticulado completo. Logo, todos os resultados conhecidos so-
bre mapeamentos entre reticulados completos são válidos para os operadores de imagens
binárias. Em particular, um resultado importante para os operadores binários invariantes
a translação é o teorema da decomposição canônica. De acordo com esse teorema, qual-
quer operador Ψ : P(E) → P(E), invariante à translação, pode ser expresso em termos de
operadores básicos conhecidos como operadores sup-geradores (ou operadores intervalo).

O operador sup-gerador é caracterizado por dois subconjuntos A e B, A ⊆ B ⊆ E, sendo
definido por

Λ(A,B)(S) = {x ∈ E : Ax ⊆ S ⊆ Bx} . (9)

Uma vez que os parâmetros A e B definem um intervalo ([A,B] = {X ⊆ E : A ⊆ X ⊆
B}), esse operador é conhecido também por operador intervalo. Em outras palavras, ele
pode ser usado para detectar todas as imagens binárias que contêm A e estão contidas em
B. Pode-se ainda mostrar que os operadores sup-geradores podem ser expressos em termos
de erosões e dilatações (dois operadores elementares da morfologia matemática) [BB91].

O núcleo de um operador Ψ : P(E) → P(E) é definido por

K(Ψ) = {S ⊆ P(E) : o ∈ Ψ(S)} (10)
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na qual o denota a origem de E. A decomposição canônica de Ψ é dada por

Ψ =
∨
{Λ(A,B) : [A,B] ⊆ K(Ψ)} (11)

Esta decomposição é redundante pois se [A1, B1] ⊆ [A2, B2] então teremos Λ(A1,B1) ⊆
Λ(A2,B2) e consequentemente Λ(A1,B1) ∨ Λ(A2,B2) = Λ(A2,B2). A decomposição acima pode
ser simplificada para

Ψ =
∨
{Λ(A,A) : A ∈ K(Ψ)} (12)

Uma decomposição canônica minimal é obtida se consideramos apenas os intervalos ma-
ximais contidos em K(Ψ). O conjunto desses intervalos maximais é denominado base de
Ψ e denotado B(Ψ). A decomposição de Ψ em termos de sua base é dada por:

Ψ =
∨
{Λ(A,B) : [A,B] ∈ B(Ψ)} (13)

Essa decomposição pode também ser redundante no sentido de a união de dois ou mais
intervalos conter algum outro, fazendo deste último redundante no cálculo do supremo.
A decomposição em termos de núcleo e em termos de base foram introduzidas inicial-
mente para a classe dos operadores crescentes respectivamente por Matheron [Mat75]
e Maragos [Mar85, Mar89], e foram generalizadas para operadores não necessariamente
crescentes por Banon e Barrera [BB91, BB93].

3.2 Relação com classificadores

Além da invariância à translação, outra propriedade sobre os operadores que pode ser
considerada é a definição local [Hei94]. Seja W ⊆ E um conjunto não vazio a ser deno-
minado janela. Dizemos que um operador Ψ : P(E) → P(E) é localmente definido
(l.d.) por W se, para todo z ∈ E e S ⊆ E,

z ∈ Ψ(S) ⇐⇒ z ∈ Ψ(S ∩Wz) . (14)

Um operador l.d. Ψ pode ser localmente caracterizado por uma função ψ : P(W ) →
{0, 1}, da seguinte forma:

z ∈ Ψ(S) ⇐⇒ ψ(S−z ∩W ) = 1 , (15)

na qual a translação por −z é apenas para garantir que o argumento da função ψ é um
subconjunto de W . Mais ainda, a representação via núcleo pode ser simplificada para

Ψ =
∨
{Λ(A,B) : [A,B] ⊆ KW (Ψ)} (16)

na qual KW (Ψ) = {X ⊆ P(W ) : o ∈ Ψ(X)}. Da mesma forma, os elementos da base
podem ser restritos aos intervalos em P(W ). Operadores i.t. e l.d. são denominados
W -operadores.

Se associarmos uma variável binária xi para cada elemento wi ∈ W e considerarmos
xi = 1 ⇐⇒ wi ∈ S−z ∩W , então ψ pode ser encarado como uma função booleana em
n = |W | variáveis.
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Note que ao fixarmos um determinado W , restringimos o espaço de operadores para o
conjunto daqueles que são localmente definidos por W . Porém, a modelagem por definição
local não impõe restrição nenhuma sobre o espaço de operadores i.t., uma vez que se
considerarmos W = E, o espaço de W -operadores é exatamente igual ao espaço dos
operadores i.t. A vantagem da formulação de definição local é que, em se tratando de
operadores i.t. (localmente definidos ou não), podemos sempre caracterizá-lo via uma
função binária.

Desta forma, o projeto de operadores de imagens binárias pode ser reduzido ao problema
de projeto dessas funções caracteŕısticas. Mais precisamente, o projeto de W -operadores
pode ser visto como um problema de projeto de funções do tipo ψ : {0, 1}|W | → {0, 1}. Os
elementos x ⊆ P(W ) tal que ψ(x) = 1 são os elementos de KW (Ψ) enquanto aqueles tais
que ψ(x) = 0 não fazem parte de KW (Ψ). Em outras palavras, projetar W -operadores
pode ser visto como um problema de classificar elementos de P(W ) como sendo ou não
elementos do núcleo do operador. A função que realiza esta classificação corresponde
justamente à função caracteŕıstica do operador.

3.3 Treinamento de operadores morfológicos binários

Conforme visto acima, o problema de projetar W -operadores pode ser visto como um
problema de determinar a função booleana que caracteriza um operador. Para colocar
o problema de projeto de operadores no contexto de classificação supervisionada, con-
sideramos pares de imagens (Si, Ii), realizações de processos aleatórios conjuntamente
estacionários (S, I), no qual S corresponde ao processo que gera as imagens de entrada
(imagens a serem processadas) e I ao correspondente processo gerador de imagens ideais
(imagens desejadas como resultados do processamento). O objetivo é encontrarmos um
W -operador Ψ tal que Ψ(S) seja estatisticamente o mais próximo de I. Essa proximidade
pode ser caracterizada por alguma medida de erro. Neste trabalho consideramos o erro
absoluto médio (MAE de mean absolute error), definido como segue:

MAE〈Ψ〉 = E[|Ψ(S)(z)− I(z)|] (17)

na qual E[·] denota a esperança e Ψ(S)(z) e I(z) denotam as variáveis aleatórias binárias
que correspondem aos valores observados no ponto z nas imagen de entrada e sáıda,
respectivamente.

As observações do tipo S−z ∩W em um ponto arbitrário z podem ser vistos como rea-
lizações de um vetor aleatório Xz = (x1, x2, . . . , xn), com xi = 1 ⇐⇒ wi ∈ S−z∩W . Simi-
larmente, os valores de I em um ponto arbitrário z podem ser encarados como realizações
de uma variável aleatória binária yz. Devido à estacionaridade, podemos desconsiderar
a localização z, e considerar um vetor aleatório X = (x1, x2, . . . , xn) cujas realizações são
observações do tipo S−z ∩W em pontos arbitrários z, e uma variável aleatória binária y.
Em resumo, a distribuição conjunta de (S, I) induz uma distribuição conjunta P (X,y) de
(X,y).

A partir dessas considerações definimos o W -operador ótimo com respeito ao processo
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(S, I) como sendo aquele que minimiza

MAE〈Ψ〉 = E[|ψ(X)− y|] . (18)

Expandindo a expressão acima temos

MAE〈Ψ〉 =
∑
(x,y)

|ψ(x)− y|

=
∑
x

ψ(x)P (x, 0) + |ψ(x)− 1|P (x, 1)

=
∑

{x:ψ(x)=0}

P (x)P (x, 1) +
∑

{x:ψ(x)=1}

P (x)P (x, 0)

Logo, para minimizar o MAE, devemos escolher

ψ(x) =


1, se P (x, 1) > P (x, 0),
0, se P (x, 0) > P (x, 1),
0 or 1 se P (x, 0) = P (x, 1).

(19)

Isto quer dizer que se a probabilidade conjunta de (X,y) for conhecida, podemos deter-
minar o W -operador que minimiza o MAE. No entanto, na prática, essa probabilidade
é raramente conhecida. Portanto, os dados de treinamento podem ser utilizados para
estimar essa probabilidade. Mesmo em situações em que a quantidade de dados de trei-
namento é relativamente grande, para janelas de tamanho moderadamente grande (por
exemplo 5× 5), dificilmente todos os padrões x ⊆ W serão observados nos dados de trei-
namento. Para definir a classificação desses padrões não observados, uma possibilidade é
utilizar algoritmos de classificação.

A seguir descrevemos o procedimento de treinamento utilizado neste trabalho. Dados
um conjunto de imagens de treinamento {(Si, Ii) : i = 1, 2, . . . ,m} e uma janela W , o
procedimento de treinamento do operador consiste dos seguintes passos:

1. Estimar as probabilidades conjuntas P (x, y), para x ⊆ W e y ∈ {0, 1}: “percorrer”
com a janela W sobre todos os pontos de cada imagem de entrada Si e, desde que a
janela esteja inteiramente sobre a imagem, realizar a contagem dos padrões x ⊆ W
observados na imagem Si e dos respectivos valores nas correspondentes imagens de
sáıda Ii. Esta contagem gera uma estimativa P̂ (x, y).

2. Decidir a classificação de cada padrão observado: fazer ψ̂(x) = 1 se P̂ (x, 1) >
P̂ (x, 0) e ψ̂(x) = 0 em caso contrário. Observe que, do ponto de vista estat́ıstico,
para os padrões em que P (x, 1) = P (x, 0) o valor de ψ(x) poderia ser tanto 0 como
1.

3. Generalização: após o passo 2, padrões que não foram observados em (1) não têm
classificação definida. Para atribuir uma classificação aos padrões não observados,
utiliza-se algum algoritmo de generalização. Em particular, utilizamos minimização
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de funções booleanas incompletamente especificadas [HP93] como algoritmo de ge-
neralização. O algoritmo de minimização de funções booleanas incompletamente
especificadas mantém o valor para os padrões observados conforme estabelecido em
(2) e atribui aos padrões não-observados (don’t cares na terminologia de teoria de
chaveamentos) ou valor 0 ou valor 1. Neste trabalho em espećıfico, utilizamos o
algoritmo descrito em [HBTD02].

O passo (2) pode ser dispensado desde que o algoritmo de generalização do passo (3) seja
capaz de lidar com exemplos com rótulos conflitantes. No passo (3), em prinćıpio, qualquer
algoritmo de generalização poderia ser utilizado. A escolha pelo algoritmo de minimização
de funções booleanas justifica-se pelo fato de que o resultado da minimização pode ser
mapeado diretamente ao operador correspondente numa expressão na forma supremo de
sup-geradores (correspondendo a uma representação próxima àquela baseada na base,
descrita acima).

Exemplo: A figura 1(a) mostra um par de exemplos de treinamento. Essas imagens são
utilizadas para se estimar as probabilidades conjuntas P (x, y). Após a estimação (passo

(a)

(b)

Figura 1: Learning binary image operators: (a) training images and (b) test images.

1 acima) seguida da decisão (passo 2), os elementos para os quais ψ̂(x) = 1 (elementos
do núcleo) são

enquanto aqueles para os quais ψ̂(x) = 0 são

Após a aplicação do passo 3 (minimização de função booleana incompletamente especifi-
cada), o conjunto de intervalos resultantes é
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A figura 1(b) mostra uma imagem de teste e o respectivo resultado obtido ao se aplicar o
operador representado pelo conjunto de intervalos acima. Os intervalos obtidos correspon-
dem à base do operador para extração de borda interna, 8-conectado. Outros exemplos
de aplicação podem ser vistos por exemplo em [Hir07].

3.4 O problema de overfitting

Com relação ao projeto de operadores a partir de exemplos, resultados experimentais
mostram que soluções satisfatórias podem ser obtidas para diferentes problemas de pro-
cessamento de imagens binárias. Porém, há problemas nos quais a utilização de janelas
maiores é condição necessária para alguma melhora significativa nos resultados. No en-
tanto, na prática, como o número de dados de treinamento é limitado, ao se aumentar
indiscriminadamente o tamanho da janela deparamos com o fenômeno conhecido por over-
fitting. Este fenômeno é entendido como o ajuste demasiado do classificador aos dados
de treinamento. Uma vez que, quanto maior o espaço de exemplos, menos representativo
torna-se uma amostra de tamanho fixo, pior tende a ser o desempenho do classificador
para os dados de teste. De fato, no caso de operadores de imagens, para uma quantidade
fixa de dados de treinamento observa-se que ao se aumentar gradativamente o tamanho
da janela, começando-se por uma janela pequena (por exemplo 3× 3), o erro MAE esti-
mado nos dados de teste decresce rapidamente no ińıcio, atinge um ponto de mı́nimo e
em seguida começa a crescer gradualmente. Veja a figura 2.
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Figura 2: O fenômeno overfitting no projeto de operadores binários.

Para janelas pequenas, o erro MAE elevado é devido a inabilidade da janela distinguir
padrões maiores, resultando em padrões com classificações conflitantes. Já para as janelas
maiores, o erro MAE elevado é devido a esse fenômeno de overfitting. Esse fenômeno
relaciona-se também com o fenômeno conhecido por maldição da dimensionalidade (curse
of dimensionality).

13



Do ponto de vista teórico pode-se facilmente mostrar que o MAE do W -operador ótimo
é menor ou igual ao MAE de um W ′-operador ótimo, para qualquer W ′ ⊂ W . Na
prática, porém, como a quantidade de dados de treinamento é limitada, ocorre o fenômeno
overfitting , o que implica que há uma janela ótima – não necessariamente a maior de todas
– que resulta no operador com menor MAE.

Portanto, a questão a que chegamos é se já atingimos o final de uma linha (i.e., não
há mais o que se fazer de significativo), ou se é posśıvel, a partir do mesmo conjunto
de dados de treinamento, projetar operadores com desempenho melhor do que aquele
que corresponde ao ponto mı́nimo na curva mostrada acima. Na próxima seção será
apresentada a abordagem que propomos para isso.

4 Treinamento multi-ńıveis de operadores morfológicos

Se diversos classificadores forem projetados para um mesmo problema de classificação,
é razoável esperarmos que eles difiram entre si na classificação de alguns padrões. Por-
tanto, a idéia de combinar o resultado de diversos classificadores, de forma a obter uma
classificação que seja uma espécie de consenso, é uma abordagem natural.

No caso de operadores de imagens vale também o mesmo racioćınio. A abordagem pro-
posta aqui foi inspirada no stacked generalization, descrito anteriormente. Em essência, a
idéia consiste em projetarmos diferentes operadores baseados em diferentes janelas. Em
seguida, a forma de combinar os resultados desses operadores é determinada utilizando-se
novamente um procedimento de treinamento.

Para formalizar esse modelo, apresentamos inicialmente um exemplo com dois ńıveis de
treinamento. Os operadores de ńıvel 1 são denotados por Ψ

(1)
i , i = 1, 2, . . . , n1, enquanto

o de ńıvel dois é denotado Ψ
(2)
1 . O operador resultante é uma composição dos operadores

de ńıvel 1 com o operador de ńıvel 2, ou seja, Ψ = Ψ
(2)
1 (Ψ

(1)
1 ,Ψ

(1)
2 , . . . ,Ψ

(1)
n1 ). Uma vez que

o operador de ńıvel 2 toma como entrada um pixel da sáıda de cada um dos operadores
de ńıvel 1, o operador final, indiretamente, tem como entrada a união das entradas de
cada um dos operadores de ńıvel 1. Desta forma, a janela associada ao operador final é
maior ou igual às janelas associadas a cada um dos operadores de ńıvel 1. Esse esquema
é ilustrado na figura 3.

O exemplo apresentado acima para um operador de dois ńıveis pode ser facilmente ge-
neralizado para um número arbitrário de ńıveis. Além disso, um operador não precisa
necessariamente tomar como entrada apenas um pixel das imagens resultantes de operado-
res de ńıveis inferiores. Mais do que isso, as imagens iniciais, entradas para os operadores
de ńıvel 1, não precisam provir de um único processo aleatório.

Um esquema mais geral, porém para três ńıveis, é ilustrado na figura 4. Como pode
ser visto, um operador pode ter como parte de sua entrada observações provindas de
diferentes imagens, iniciais ou resultantes de operadores de ńıveis inferiores. O esquema
da figura considera apenas um processo inicial, porém como já mencionado, poderiam ser
considerados mais processos.
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W1 W2 W3

Ψ
(1)
1

Ψ
(1)
2 Ψ

(1)
3

Ψ(2)

S

Ψ
(1)
i

(S)

Ψ(2)(S)

Figura 3: Um operador de dois ńıveis. Os operadores de ńıvel 1, Ψ
(1)
1 , Ψ

(1)
2 e Ψ

(1)
3 são

baseados nas jenelas W1, W2 e W3, respectivamente. Embora ilustrados separadamente,
a imagem de entrada para os três operadores de ńıvel 1 é a mesma; o que difere é a
vizinhança considerada (realçada em cinza-escuro) por cada um deles. O operador de
ńıvel 2, Ψ(2), toma como entrada o padrão formado por três pixels, um de cada imagem
de sáıda Ψ

(1)
i (S), i = 1, 2, 3 (realçado em cinza-escuro).

4.1 Relação com stacked generalization e projeto iterativo

A idéia central do modelo proposto acima é basicamente a mesma do stacked generaliza-
tion descrito acima. Apesar dessa semelhança, há uma diferença relevante. Classificadores
em geral geram apenas uma sáıda que é a classe a ser associada ao padrão. Desta forma,
quando combinamos as sáıdas de classificadores de ńıveis anteriores obtemos padrões em
um novo espaço de exemplos com dimensão exatamente igual ao do número de classifi-
cadores considerados na combinação. Com as imagens, apesar da função caracteŕıstica
(função booleana no caso de imagens binárias) também mapear um padrão para um único
pixel de sáıda, uma vez que a sáıda de um operador é uma imagem (e não um valor),
informações de pixels vizinhos nessa imagem podem ser consideradas para a formação do
padrão no novo espaço de exemplos.

Isto possibilita que padrões mais complexos possam ser considerados nos operadores de
segundo ńıvel ou superiores.

O treinamento iterativo [HDB00a], que considera treinamentos seqüenciais de operadores
que visam refinar sucessivamente o resultado do operador anterior na seqüência pode
ser visto como um caso particular. No treinamento iterativo, dados pares de imagens
de treinamento na forma (Si, Ii), no primeiro ńıvel de treinamento um W (1)-operador
Ψ(1) é obtido de forma a minimizar E[Ψ(1)(S), I], o MAE entre a imagem transformada
e a correspondente imagem ideal. No segundo ńıvel de treinamento, pares da forma
(Ψ(1)(Sj), Ij) são considerados para treinamento. Após k ńıveis de treinamento, o operador
final consistirá da composição Ψ(S) = Ψ(k)(Ψ(k−1)(· · · (Ψ(2)(Ψ(1)(S))) · · ·)).

No modelo proposto, o treinamento iterativo corresponde ao caso no qual há exata-
mente um operador por ńıvel de treinamento, porém a janela associada a esses operadores
(mesmo em ńıveis superiores ao primeiro) consiste de mais de um ponto. Para três ńıveis
de treinamento iterativo, o esquema da figura 4 reduz-se ao mostrado na figura 5.
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Figura 4: Uma arquitetura de um operador de três ńıveis: um processo de entrada,
3 operadores de ńıvel 1, 2 operadores de ńıvel 2 e um operador de ńıvel 3. A sáıda do
operador multi-ńıveis é representado pelo processo S

(3)
1 . Neste modelo, todos os operadores

podem receber parte da entrada original e das sáıdas dos operadores de ńıveis inferiores
como entrada.

5 Implementações e resultados experimentais

5.1 Implementações

O software para treinamento de operadores morfológicos está implementado como uma
toolbox no ambiente Khoros [KR94]. O Khoros é um sistema para desenvolvimento de
aplicativos para processamento e análise de imagens. Em particular, possui um programa
chamado craftsman, usado para gerenciar a criação de toolboxes, e uma interface de
programação gráfica chamada cantata, para compor um fluxo de processamento utilizando

S
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)

Ψ
(1

)

S
(1

)

S
(2

)

Ψ
(2

)

W(1)
W(2)

Figura 5: Projeto iterativo de operadores morfológicos, visto como um caso particular da
abordagem multi-ńıveis proposta.
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as funções dispońıveis nas toolboxes. Existem várias toolboxes dispońıveis, principalmente
relacionadas à manipulação de dados como visualização, entrada/sáıda, transformações
simples (rotação, mudança de escala, negação, etc). O ambiente permite, de uma forma
simples, que uma toolbox seja criada e agregada ao sistema.

A toolbox de projeto de operadores é denominado PAC (de Probably Approximately Cor-
rect). Trata-se de um trabalho que teve ińıcio no ano de 1994, numa versão anterior do
sistema Khoros e inicialmente era restrito às imagens binárias [Tom96]. Porém, ao longo
dos anos, além de ser adaptado para a versão 2.2 do Khoros1, ajustes foram realizados em
sua estrutura como um todo para conferir-lhe modularidade e possibilidade de expansão
para tratar também imagens em tons de cinza e imagens multi-bandas [HDB00b, Hir01,
HBFL99], assim como tratamento multi-resolução de imagens [HBBD02].

Neste documento apresentamos uma visão geral deste software no que refere a sua parte
relacionada ao tratamento de imagens binárias. Em seguida apresentamos a expansão
realizada para conferir-lhe capacidade para o projeto multi-ńıveis.

A parte correspondente ao projeto de operadores morfológicos binários é composto pelos
seguintes módulos:

• kcollecB: responsável pela estimação das probabilidades conjuntas P (x,y). As en-
tradas deste módulo são um arquivo com a relação de imagens de treinamento, um
arquivo com a descrição da janela, e alguns parâmetros opcionais. Uma árvore ba-
lanceada, na qual cada nó armazena um padrão coletado com as freqüências das
respectivas sáıdas, é utilizada como estrutura de dados. A sáıda é um arquivo texto
que contém o número total de padrões observados, o número total de padrões dis-
tintos observados, a janela considerada, e para cada padrão observado, a freqüência
de vezes em que o mesmo apareceu associado à classe 0 e à classe 1.

• kdecisonB: responsável pela decisão de qual classe será associada a cada padrão
observado. Além da decisão para minimizar MAE, existem outras opções como igno-
rar padrões com pouca freqüência ou associar classe 0 aos padrões com classificação
conflitante. A entrada deste módulo é um arquivo resultante do múdulo anterior
mais a especificação das opções descritas acima. A sáıda é um arquivo contendo o
número de padrões distintos, a janela considerada, e para cada padrão observado a
classe escolhida pela decisão realizada.

• kisi: responsável pela generalização da classificação. Trata-se da implementação do
algoritmo ISI, conforme descrito em [Hir00, HBTD02]. A entrada deste módulo é
um arquivo no formato de sáıda do módulo anterior e a sáıda é um arquivo contendo
os intervalos (termos produtos) que compõem a forma minimizada calculada pelo
algoritmo ISI (denominado operador).

1O sistema Khoros foi adquirido pela empresa Accusoft e atualmente é comercializada pelo nome
de VisiQuest (http://www.accusoft.com/products/visiquest/overview.asp). A versão 2.2 do Kho-
ros que utilizamos em nosso desenvolvimento não encontra-se mais dispońıvel na web. Por essa razão,
atualmente estamos migrando a toolbox PAC para o ambiente Phyton.
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• kapplicB: responsável pela aplicação de uma função booleana (operador), dado
em um arquivo no formato da sáıda do módulo anterior, sobre uma imagem. As
entradas deste módulo são um arquivo de imagem, o arquivo com a descrição de
um operador (em termos de intervalos), e alguns parâmetros opcionais (como uma
segunda imagem que indica sobre quais pontos da imagem de entrada o operador
deve ser aplicado).

• kanalysis: responsável por calcular a diferença entre duas imagens. É utilizado
para estimar o MAE emṕırico entre as imagens de teste processadas pelo operador
projetado e as respectivas imagens ideais. A sáıda deste módulo é um arquivo que
contém o número de pontos na imagem, o número de pontos que foram efetivamente
considerados para o cálculo da diferença (pois pontos próximos à borda da imagem
são ignorados), número total de pontos com valores distintos entre as duas imagens
em números absolutos e relativos.

Os cinco módulos acima formam o núcleo do processo de treinamento e avaliação de
operadores morfológicos binários. Além desses, existem ainda outros módulos auxiliares
que não serão descritos aqui.

5.2 Extensão do software

Para realizar a parte experimental do projeto multi-ńıveis de operadores morfológicos
binários, foram criados dois módulos adicionais.

• kcollec2: responsável pela coleta de dados dos operadores de ńıvel 2 ou superiores.
A diferença deste em relação ao kcollecB é que neste último, para coleta de padrões
dos operadores de ńıvel 1, os padrões provêm de uma única imagem, enquanto
que no primeiro os padrões correspondem à composição de partes que provêm de
diferentes imagens. Desta forma, a entrada deste módulo consiste de um arquivo
que descreve n-uplas de imagens (imagens das quais partes serão coletadas para
formar um padrão) e as respectivas janelas (que definem exatamente quais partes
de cada imagem serão consideradas). A sáıda deste módulo tem o mesmo formato
da sáıda do kcollecB.

• kapplic2: responsável pela aplicação de um operador de ńıvel 2 ou superior. Esses
operadores devem ser aplicados sobre as imagens resultantes dos operadores de
ńıveis anteriores. Assim, a entrada deste módulo consiste de um arquivo similar ao
do kcollec2, contendo n-uplas com o nome das imagens resultantes dos operadores
de ńıveis anteriores, as janelas associadas a cada um deles, o arquivo com a base do
operador e o nome do arquivo no qual deverá ser armazenado a imagem resultante.

Note que o treinamento (decisão e generalização) do operador de segundo ńıvel é realizado
utilizando-se kdecisionB e kisi, como nos operadores de primeiro ńıvel.

Dado um conjunto de imagens de treinamento, os seguintes passos são executados para
se projetar um operador multi-ńıveis:
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• Decidir a arquitetura de treinamento (número de ńıveis, número de operadores em
cada ńıvel, janelas associadas a cada operador).

• Decidir quais imagens serão utilizadas em quais partes da arquitetura

• Criação dos arquivos de entrada dos módulos envolvidos (arquivo com a descrição
da janelas e arquivos com a lista das imagens de treinamento)

• Criação de uma arquivo script com a seqüência de chamadas aos módulos. Para
dois ńıveis de treinamento, esse script possui a seguinte estrutura:

1. Para cada operador de ńıvel 1, Ψ
(1)
i , e respectiva janela W

(1)
i , executar a

seqüência

(a) kcollecB

(b) kdecisionB

(c) kisi

2. Aplicar cada um desses operadores para cada imagem a ser usada no operador
de segundo ńıvel

Para i=1 até n1

para cada imagem S
(1)
j a ser usada no treinamento ńıvel 2

calcular Ψi(S
(1)
j )

3. Treinar operador de ńıvel 2, executando a seqüência

(a) kcollec2

(b) kdecisionB

(c) kisi

5.3 Resultados experimentais

O modelo descrito na seção anterior é bastante flex́ıvel e permite variações na arquite-
tura do treinamento. As posśıveis escolhas nessa arquitetura estão relacionadas com os
seguintes parâmetros:

• Nı́veis de treinamento

• Número de operadores em cada ńıvel

• As entradas de cada operador (formato e tamanho das janelas e as imagens de
treinamento)

O número de posśıveis variações é combinatório e portanto não é posśıvel experimentar
todas elas. Neste trabalho restringimos o número de ńıveis a dois. Além disso, as entra-
das para os operadores de primeiro ńıvel são obtidas de um mesmo processo, variando
apenas o tamanho e formato das janelas. Algumas variações no número de imagens de
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treinamento foram realizadas, porém nenhum estudo sistemático foi realizado e, portanto,
não apresentamos nenhum resultado referente a esse aspecto.

Vários conjuntos de imagens binárias, de diferentes caracteŕısticas, foram utilizados nos
experimentos. O principal objetivo destes experimentos é confrontar os operadores de um
ńıvel contra os de dois ńıveis. Para cada problema usamos uma janela W para o operador
de um ńıvel e um número k de subjanelas de W para os operadores de primeiro ńıvel do
operador de dois ńıveis. Na medida do posśıvel, escolhemos uma janela W que sabemos,
por experimentos prévios, ser adequada para o problema em questão.

Para cada tipo de problema, fixamos um número de imagens de treinamento. Os opera-
dores de um ńıvel foram obtidos usando-se todo o conjunto de imagens de treianmento,
enquanto para os de dois ńıveis as imagens de treinamento foram dividadas em dois sub-
grupos, um para treinar os operadores de ńıvel 1 e outro para os operadores de ńıvel 2.
Para ambos os casos, o mesmo conjunto de imagens de teste foram utilizados.

A tabela 1 descreve os conjuntos de dados usados na parte experimental deste trabalho.
A primeira coluna descreve o tipo das imagens e o objetivo do processamento; a segunda
coluna lista o número total de imagens de treinamento e a forma como foram distribúıdas
entre os treinamentos de ńıvel 1 e 2 (por exemplo, na primeira linha da tabela, 8(5 : 3)
significa que foram utilizados no total 8 pares de imagens de treinamento, dos quais 5
no primeiro ńıvel e 3 no segundo ńıvel); a terceira coluna indica quantas imagens foram
utilizadas para testar os operadores projetados. As imagens utilizadas não são neces-
sariamente de mesmo tamanho, porém as imagens de um grupo foram obtidas de um
mesmo contexto, usando procedimento de aquisição comum (parâmetros de dizitalização,
parâmetros de binarização, etc). O número de dados utilizados em termos de pixels é
descrito mais adiante.

# Imagens de
Descrição treinamento teste
A. Diagramas funcionais (segmentação de objetos circulares) 8 (5:3) 10
A′. Diagramas funcionais (segmentação de retângulos tracejados) 8 (5:3) 10
A′′. Diagramas funcionais (segmentação de caracteres) 8 (5:3) 10
B. Segmentação de textura 3 (2:1) 2
C. Segmentação de caracter 10 (6:4) 10
D. Segmentação de texto (páginas de revista) 5 (3:2) 5
E. Segmentação de texto (páginas de livro) 5 (3:2) 5
F. Filtragem de rúıdo booleano 5 (3:2) 5
G. Filtragem de rúıdo de borda 5 (3:2) 5

Tabela 1: Conjunto de dados utilizados para treinamento e teste de operadores.

Um resumo dos resultados obtidos para diferentes conjuntos de imagens é apresentado na
tabela 2. Cada experimento é identificado de acordo com o conjunto de dados utilizado.
O experimento C1 e C2 (D1 e D2) referem-se ao conjunto C (D), e os ı́ndices 1 e 2 indicam
experimentos com janelas distintas. As respectivas subjanelas usadas nos operadores de
ńıvel 1 são mostrados na figura 6. Colunas não preenchidas correspondem aos expe-
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# pixels Um ńıvel Dois ńıveis
Exp. W Treino Teste Tempo treino MAE Tempo treino MAE

A 9× 9 85967 102883 2700.87 0.015289 1288.16 0.007562
A′ 25× 25 85940 102883 - - 419.6 0.025126
A′′ 9× 9 85967 102883 12615.14 0.059747 6883.18 0.039773
B 9× 9 230533 104399 677476.1 0.074004 169.28 0.043947
C1 9× 7 193445 197458 206.8 0.009070 194.65 0.005520
C2 11× 9 193319 197474 33190.19 0.101128 838.57 0.004254
D1 9× 7 1049540 783834 45518.32 0.039959 20887.52 0.046352
D2 11× 11 1047219 783834 - - 62118.15 0.030531
E 11× 11 176368 493755 - - 48760.22 0.004462
F 9× 9 1270080 1260020 9828.14 0.006271 662.17 0.003467
G 7× 7 1030224 1030224 2631.65 0.004033 8547.80 0.003492

Tabela 2: Tempo de treinamento e MAE emṕırico para os diferentes experimentos (MAE
médio sobre o total de imagens de teste).

rimentos cujo tempo de treinamento estavam excessivamente elevados e cuja execução
foram abortadas. Tanto o tempo de treinamento como o MAE são melhores para os ope-
ardores de dois ńıveis. A única excessão é o tempo de treinamento do experimento com o
conjunto de dados G. Nesse caso, as subjanelas utilizadas nos operadores de ńıvel 1 são
de tamanho 7× 6 e sua união resulta na janela 11× 9, diferente da janela 7× 7 usado no
operador de um ńıvel.

Apresentamos a seguir alguns resultados (imagens) obtidos pelos operadores projetados
de acordo com a abordagem proposta. A figura 7 mostra a segmentação de estruturas
espećıficas em imagens de diagramas funcionais, obtidos de páginas de um livro, digitali-
zados a 100dpi através de um scanner de mesa.

Experimentos similares para segmentar outras estruturas do mesmo conjunto de imagens
foram também realizadas. A figura 8 mostra a segmentação de retângulos tracejados
desses diagramas, enquanto a figura 9 mostra a segmentação de caracteres.
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Figura 6: Janelas utilizadas nos operadores de ńıvel 1.
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Figura 7: Experimento A (segmentação de objetos circulares): imagens de teste, ideal,
resultado do operador de um de dois ńıveis, respectivamente.
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Figura 8: Experimento A′ (segmentação de retângulos tracejados): imagens de teste,
ideal, resultado do operador de dois ńıveis, respectivamente.
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Figura 9: Experimento A′′ (segmentação de caracteres): imagens de teste, ideal, resultado
do operador de um e de dois ńıveis, respectivamente.
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No segundo conjunto de imagens, imagens de mapa do tipo line-art foram processadas
visando-se segmentar regiões do mapa preenchidas com um determinado padrão, no caso
linhas horizontais. Essas imagens também foram digitalizadas de livros através de um
scanner de mesa. As figuras 10 e 11 mostram alguns resultados.

Figura 10: Experimento B (segmentação de regiões em mapas): imagem de teste e
resultado do operador de dois-ńıveis.
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Figura 11: Experimento B (segmentação de regiões em mapas, cont.): imagem de teste
e resultado do operador de dois-ńıveis.
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No terceiro conjunto de imagens, ocorrências de caracteres “s” foram segmentadas de
imagens de páginas de um livro. As figuras 12 e 13mostra resultados da segmentação.

Figura 12: Experimento C (reconhecimento de caracteres): imagens de teste, resulta-
dos dos operadores de um ńıvel, de dois ńıveis (exp. C1) e de dois ńıveis (exp. C2),
respectivamente.

28



Figura 13: Experimento C (reconhecimento de caracteres): imagens de teste, resultados
dos operadores de dois ńıveis (exp. C1) e de dois ńıveis (exp. C2), respectivamente.
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No quarto conjunto de dados, consideramos o problema de segmentação de texto em
imagens de páginas de revista. A figura 14 mostra a superposição das classificações
efetuadas pelos operadores de ńıvel 1 em uma pequena parte de uma imagem de teste,
enquanto as figuras 15 e 16 mostram alguns resultados.

Figura 14: Experimento D′: detalhe da superposição dos operadores de ńıvel 1. Quanto
mais escuro o tom do pixel, maior o número de operadores que associaram o valor 1 ao
pixel.

Experimentos similares foram realizadas com páginas de livro também. As figuras 17 e 18
mostram alguns dos resultados obtidos.
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Figura 15: Experimento D (segmentação de texto): imagens de teste, resultado do ope-
rador de um ńıvel (exp. D1) e de dois ńıveis (experimentos D1 e D2), respectivamente.
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Figura 16: Experimento D (segmentação de texto): imagens de teste, resultado do ope-
rador de um ńıvel (exp. D1) e de dois ńıveis (experimentos D1 e D2), respectivamente.
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Figura 17: Experimento E (segmentação de texto): imagem de teste e resultado do ope-
rador de dois ńıveis, respectivamente.

Figura 18: Experimento E (segmentação de texto): imagem de teste e resultado do ope-
rador de dois ńıveis, respectivamente.
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No quinto conjunto de dados, consideramos um problema de restauração. As imagens uti-
lizadas foram simuladas seguindo-se um modelo booleano cujas primitivas são retângulos
e os rúıdos são subconjuntos do quadrado 3 × 3, ambos uniformemente distribúıdos no
domı́nio da imagem. Resultados da restauração são mostrados na figura 19.

Figura 19: Experimento F (filtragem de rúıdo booleano): imagens de teste, ideal, resul-
tado dos operadores de um e de dois ńıveis, respectivamente.
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No conjunto de dados G, consideramos o problema de filtragem de rúıdo simulado em
borda de caracteres de texto. Os rúıdos são aditivos e subtrativos.

Figura 20: Experimento F (filtragem de rúıdo de borda): imagens de teste, resultados
dos operadores de um e de dois ńıveis, respectivamente.
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6 Discussão e Perspectivas futuras

Neste trabalho foi proposto o projeto multi-ńıveis de operadores como uma abordagem
para contornar o problema de overfitting e excessivo tempo de treinamento de opera-
dores projetados sobre janelas grandes. Observamos experimentalmente que dois ńıveis
de treinamento resultam em operadores com desempenho consistentemente superior aos
operadores com apenas um ńıvel de treinamento, tanto em relação ao erro MAE quanto
em relação ao tempo total de processamento.

Destacamos que a abordagem de projetar operadores morfológicos é abrangente no sentido
de que pode ser aplicada a diferentes problemas de processamento de imagens (no caso de
imagens binárias, notadamente em segmentação e filtragem). Claramente, uma aborda-
gem que seja espećıfica para um determinado problema de segmentação, por exemplo para
a segmentação de textos, provavelmente apresentaria um resultado melhor que o obtido
aqui. Porém um procedimento tão espećıfico só poderia ser aplicado para aquele problema.
Em contraposição, o procedimento descrito neste relatório é o mesmo independente do
problema tratado: basta treinarmos os operadores com os dados de treinamento adequa-
dos. A expectativa é de que esses operadores, embora possam não resolver totalmente
um problema, possam compor parte de uma solução. Por exemplo, no problema de seg-
mentação de textos, uma solução customizada provavelmente envolveria vários parâmetros
que precisariam ser ajustados na base da tentativa e erro para diferentes tipos de docu-
mentos (fontes, estilos, layouts, etc). Acreditamos que uma solução mista, em que parte
da solução advém de treinamento como o proposto neste trabalho poderá reduzir enor-
memente a necessidade de ajuste destes parâmetros.

6.1 Discussões

Os resultados experimentais mostram que operadores projetados em dois ńıveis de trei-
namento, conforme o modelo proposto, têm desempenho consistentemente superior aos
operadores projetados diretamente sobre uma janela grande. Essa superioridade é tanto
em relação ao erro MAE quanto em relação ao tempo de treinamento. Mais ainda, não
foi necessário um esforço muito grande para se encontrar uma combinação de subjanelas
(janelas dos operadores de ńıvel 1) cuja combinação dos resultados dos operadores fosse
superior ao do operador projetado diretamente sobre a união das subjanelas.

Nesta seção pretendemos argumentar por quê a combinação proposta funciona, ou seja,
apresenta desempenho superior. Uma explicação intuitiva é a seguinte. Devido ao
fenômeno de overfitting , sabemos que para uma determinada quantidade de dados de
treinamento existe uma “janela ótima” W1 que resulta em MAE emṕırico mı́nimo. Ja-
nelas W2 maiores que a janela W1, com os mesmos dados de treinamento, resultam em
operadores com desempenho inferior. Considere então diferentes janelas com tamanho
similar ao da janela W1 e projete um operador para cada uma dessas janelas. Uma clara
opção para o operador de segundo ńıvel seria escolher como sáıda o resultado do operador
de ńıvel 1 com melhor desempenho. Logo, se supormos que a janela W1 é uma das janelas
no ńıvel 1, temos a garantia de que o operador de dois ńıveis terá desempenho melhor ou
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igual ao do operador de ńıvel 1 com respeito à janela W1. É razoável esperar que essa
caracteŕıstica seja preservada se, em vez de escolhermos um dos operadores de ńıvel 1
como sáıda do operador de ńıvel 2, determinarmos a sáıda do operador de ńıvel 2 através
de treinamento.

Observamos também que nos experimentos realizados o operador de segundo ńıvel são
classificadores do tipo voto majoritário: ou seja, se mais da metade dos operadores de
primeiro ńıvel classificam um padrão como da classe 1, o operador de segundo ńıvel
associa a classe 1 ao padrão; e vice-versa. Mais rigorosamente, todos eles são do tipo
ordem estat́ıstica, ou seja, se pelo menos k, com 1 ≤ k ≤ n1, operadores de primeiro ńıvel
classificam um padrão como sendo da classe 1, então o operador de segundo ńıvel associa
a classe 1 ao padrão.

Uma análise rigorosa dos resultados ainda está para ser realizada e será incorporada nas
futuras versões deste relatório.

6.2 Trabalhos futuros

Nos experimentos realizados utilizamos apenas janelas de tamanho 1 no operador de
segundo ńıvel. Se janelas maiores fossem utilizadas, a janela total associada ao operador
poderia ficar muito grande (pois este tamanho corresponde à soma do tamanho das janelas
associadas a cada imagem de entrada), resultando em overfitting. Um dos problemas a
serem considerados é se o uso de uma janela de tamanho maior que 1, eventualmente
reduzindo o número total de janelas envolvidas, poderia resultar em operadores com
desempenho melhor. O projeto iterativo mostra que há melhora no desempenho. Portanto
é de se esperar que a resposta a esta pergunta seja afirmativa. Da mesma forma, projetar
operadores de mais de dois ńıveis também é um tópico a ser investigado.

Outra questão crucial no projeto multi-ńıveis é a escolha de sua arquitetura, ou seja, a
escolha do número de ńıveis, número de operadores em cada ńıvel e as respectivas janelas.
Para imagens de alta resolução, o uso de sub-janelas adequadas pode ser utilizado para
tratar imagens em diferentes resoluções. Portanto, investigar a relação entre o projeto
multi-ńıveis e o projeto multiresolução [VBH05] de operadores morfológicos é também
outro tópico para futura investigação. Além disso, nos experimentos realizados, apenas
um processo aleatório (imagens observadas) foi utilizada como entrada para os operado-
res de primeiro ńıvel. No entanto, é posśıvel considerarmos outros processos que, a cada
pixel associam diferentes tipos de caracteŕısticas que não as geométricas capturadas pelas
subjanelas. Por exemplo, algumas das posśıveis caracteŕısticas são medidas tais como
área, altura e largura máximas, exixtência de buracos ou protuberâncias, entre outras no
componente que contém o pixel, além de distâncias do pixel ao centróide ou borda do com-
ponente. Essas caracteŕısticas dificilmente são capturadas pelas janelas se os componentes
forem grandes.

Ressaltamos também que este trabalho foi restrito às imagens binárias, porém pode ser
bastante útil no contexto de imagens em ńıveis de cinza, uma vez que o overfitting é um
problema mais grave no caso de imagens em ńıveis de cinza.
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Finalmente, do ponto de vista mais formal, acreditamos que o modelo proposto assim
como diferentes esquemas de combinação de operadores (ou classificadores) podem ser
vistos sob a perspectiva de composição de funções. Desta forma, um problema inte-
ressante é estudarmos, uma vez dado um esquema de combinação, qual é a classe de
operadores associada a esse esquema. Será posśıvel descrever esses operadores, encon-
trar propriedades algébricas entre outros? Sob outra perspectiva, dado um operador, é
posśıvel sabermos se esse operador pertence a classe de operadores associados a um dado
esquema de composição de operadores?

Essas são as questões fundamentais que poderão ser investigadas em prosseguimento ao
trabalho descrito neste relatório. Alguns destes, como a escolha de subjanelas associadas
aos operadores de ńıvel 1, estão sendo atualmente investigados [SHR07].
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